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Resumen

En este proyecto se presentan aplicaciones de algunas técnicas tedricas y compu-
tacionales, para la aproximacion regularizada y esparcida de sistemas dindamicos
basados en datos. La investigacion abordada en este proyecto abarca modelos li-
neales, con aplicaciones en ingenieria, ciencia y econometria. Especificamente, las
propiedades de regularizacién y esparcimiento se integran en la aproximacién de
los parametros del modelo, especialmente en el contexto de la aproximacién de bajo
rango. Es importante senalar que los resultados obtenidos son independientes de una
representacion especifica del sistema y no asumen particiones de datos de entrada y
salida. Estas metodologias antes mencionadas son sujetas a comparacién mediante

simulaciones numéricas y aplicaciones de conjuntos de datos del mundo real.

Palabras clave: Identificacion de sistemas dinamicos, esparcimiento y regulari-

zacion, aproximacién por bajo rango, series de tiempo.



Abstract

This project presents applications of some theoretical and computational techni-
ques for the regularized and sparse approximation of data-driven dynamic systems.
The research undertaken in this project encompasses linear models, with applications
in engineering, science, and econometrics. Specifically, the properties of regulariza-
tion and sparsity are integrated into the parameter approximation of the model,
especially in the context of low-rank approximation. It is important to note that
the obtained results are independent of a specific system representation and do not
assume partitions of input and output data. These aforementioned methodologies
are subject to comparison through numerical simulations and real-world dataset

applications.

Palabras clave: System identification, regularization and sparsity, low rank ap-

proximation, time series analysis.
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Capitulo 1

Introduccion

La construccién de modelos basados en datos es una pieza fundamental en apli-
caciones en ciencias e ingenierfa. La identificacién de sistemas consiste en utilizar
técnicas desarrolladas para construir modelos matemaéticos de sistemas dindmicos a

partir de datos observados.

Es de gran interés en la actualidad, la identificaciéon de modelos de alta dimensién,
los cuales han ganado una importante relevancia en muchas areas, por ejemplo, la
economia [], finanzas [10] y aprendizaje automatico [I§]. Por ejemplo, los modelos
autorregresivos vectoriales VAR (por sus siglas en inglés), son considerados la clave
para el andlisis de informacién estructurada en la evolucién conjunta de series de

tiempo macroecondmicas.

Los modelos VAR estandar no suelen incluir més de diez variables [4], sin embargo
es de interés para cientificos, ingenieros y econometristas poder modelar cientos de
series de datos. Dado que el nimero de parametros crece de manera cuadratica
con respecto al tamano del modelo, es necesario explorar alternativas a los modelos
VAR, por ejemplo,los modelos de factores aumentados FAVAR [19]. Bernanke utilizé

modelos FAVAR en [5], para estimar los efectos de las politicas monetarias.

Algunos ejemplos de aplicacién de modelos multivariados de alta dimension, son

los datos de tipo panel a gran escala [20], matrices de volatilidad [I4], riesgo y
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construccién de portafolio y modelos de riesgo crediticio. En general los problemas
de alta dimension proponen un gran reto en la estimacion de pardmetros, debido a
que pequenos errores en la estimacion de los elementos dan como resultado grandes

errores en las matrices.

Los modelos esparcidos representan una de las mejores alternativas para tra-
tar problemas de alta dimensién [18]. La idea principal es asumir que el vector
de parametros contiene muchas componentes exactamente cero o lo suficientemen-
te pequenas. Dicha suposicion es de gran importancia para lograr la identificacion
del verdadero modelo, especialmente si solo se cuenta con una muestra de datos

pequena.

Extraer informacién de datos econdémicos, tomando en cuenta caracteristicas es-
peciales de dichos datos y la informacién a priori de la teoria econémica, es uno de
los objetivos principales que persigue la econometria [I7, [16]. El estudio de series
temporales y ecuaciones en diferencias se han convertido en una fuente de inspiracién

para el desarrollo de la estadistica en los ultimos anos.

Debido al gran avance en las ciencias computacionales, los datos de alta dimen-
sién han surgido en muchos campos de la ciencia, ingenieria, humanidades y la eco-
nomia. Diversos temas como ser comercio electrénico, mercadeo, genética. imagenes
biomédicas y muchos mas, proporcionan datos a gran escala que requieren de nuevas

técnicas tedricas y computacionales para un tratamiento mas efectivo.

Los sistemas dinamicos aplicados a los mercados financieros actualmente reciben
mucha atencién a medida que la informacién de los mercado se vuelve disponible
[14]. Construir modelos de los mercados financieros es un problema inverso, dado que

no se cuenta con principios fundamentales, como en el caso de la fisica e ingenieria.

El propésito de la investigacion reportada este documento, es aplicar algunas
técnicas tedricas y computacionales presentadas en [32), 24] 33, B35], para la aproxi-
macién de sistemas basados en datos de alta dimensién. Nuestro enfoque consiste en

integrar los métodos y algoritmos en dichos trabajos, que nos permitan identificar,
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basados en datos, los modelos que posteriormente pueden ser usados para un analisis

detallado de la estructura y dinamica del fenémeno.

En el Capitulo [2] se presenta la notacién bésica y los conceptos preliminares. Se
establecen las definiciones de sistema dinamico en tiempo discreto, el marco tedrico
general de identificacién de sistemas, asi como la estructura y representacion de los

modelos considerados en este trabajo.

En el Capitulo |3| aborda los métodos para resolver el problema principal de este
estudio: identificacién esparcida y regularizada de modelos lineales por medio de
la aproximacién de bajo rango. Ademas se introducen los algoritmos principales
utilizados en esta investigacién: SDSI (Sparse Dynamic System Identidication) y

SpLra (Sparse low rank approximation).

En el Capitulo 4] se valida la solidez tanto tedricas como computacional mediante
el uso de datos simulados, asi como a través de la base de datos FRED-MD [25]
y la base de datos Daisy [13]. Esta es una parte fundamental del presente trabajo,
poder mostrar como la aproximaciéon de bajo rango ayudan a tratar el problema de
reduccion de dimension. En la parte final se presentan las conclusiones y trabajo

futuro.



Capitulo 2

Preliminares y Notacion

2.1. Sistemas Dinamicos

En términos generales un sistema dindmico es un objeto donde diferentes clases de
variables se combinan para producir una salida. Estas senales de salida pueden ser
afectadas por otras senales externas que pueden ser manipuladas por el observador
llamadas entradas. También pueden ser senales no observables que distorsionan tanto

las seniales de entrada como de salida.

) e —

Figura 2.1: Bloque basico de un sistema dindmico.

El enfoque anterior de un sistema dinamico es ampliamente utilizado por la co-
munidad cientifica, sin embargo conduce hacia algunos inconvenientes detallados
ampliamente en [37, 38, [36]. Uno de las desventajas es el hecho de asumir una parti-
cion de las variables en tipo de entrada y salida, lo cual puede conducir a resultados
imprecisos. En el mismo trabajo mencionado anteriormente se presenta un enfoque
alternativo conocido como enfoque del comportamiento, donde se corrige y define de

manera mas general y precisa un sistema dinamico.
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De manera mas precisa, un modelo dindmico con ¢ variables es un subconjunto del
espacio de trayectorias (R?)", el conjunto de todas las funciones desde T al espacio

de variables RY [24].

Definicién 1. Un sistema dinamico X se define como una tripleta X' = (T, W, A),
donde T C R es el eje del tiempo, W es el espacio de las seriales y 8 C W' es el

comportamiento.

La forma usual de representar el comportamiento 24 C W' de un sistema dindmico

es mediante ecuaciones, por ejemplo, el conjunto de funciones de la forma f : W' —

R0 % ={weW'| flw)=0}

En este estudio nos centraremos en el caso T = Z, que se conoce como sistema
dindmico discreto. Cada observacién w € W' es llamada tradicionalmente como

serie de tiempo.

Definicién 2. Un sistema dindmico discreto X', con variables de entrada y salida
u € R™ |y € R™ respectivamente, se define como la tripleta (Z, 2", F), determinado
por un conjunto de estados 2 € RN y una funcion F : 2 — R™ llamado operador

de transicion.

De tal forma que para cualquier serie de tiempo determinada por la secuencia

{wy = (ug, y) hi>1 C R™T™ se tiene que F (yg, uy) = Ypy1-

Ejemplo 1. Un sistema dinamico lineal auténomo (sin variables de entrada) es un

modelo simple para la serie {x;} C R", en el cual cada x4 estd dado por
L1 = A:L’t, t = 1, 2, (21)

donde A € R "™ es llamada la matriz dindmica del sistema.

El modelo ([2.1)) se puede extender a esquemas més generales agregando variables

exégenas, es decir, variables que provienen desde fuera del sistema, por ejemplo

$t+1 = ACL‘t ‘I— But + Cy, t = ]_7 2, (22)
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donde u; € R™ es un vector de entradas, B € R"™™ es una matriz de entrada y

¢; € R™ es un vector de compensacién.

Ejemplo 2 (Modelo de Markov [7]). Un modelo lineal de Markov de orden K, donde
el estado x4, depende del estado actual y de los K — 1 estados anteriores, se puede

expresar de la forma

J?t_|_1 :Alxt+...+Ath_K+1, t:K,K“—l, (23)

Ejemplo 3 (Funcién de Transferencia [23]). El sistema &, con pardmetros la matriz

racional H € R"™™(2) se puede representar de la forma
Sijo(H) = e R™™Y | F(y) = H(2)F (u) (2.4)

donde .F es la transformada Z [1.

Los modelos de la forma ([2.3) son muy utilizados en el andlisis de series de tiempo
y modelos econométricos. En la seccién se presentan brevemente los tipos de

modelos clasicos auto-regresivos y su conexién con los sistemas dinamicos lineales.

Las variables de estados son un tipo especial de variables que especifican la memo-
ria dindmica de un sistema. En general, un modelo de espacio de estados presenta
dos caracteristicas esenciales. En primer lugar existe un proceso oculto o latente
x; que se conoce como variable de estados. La segunda caracteristica es que dicho

proceso es de Markov o auto-regresivo.

Ejemplo 4 (Modelo espacio de estados). El sistema &, inducido por ecuaciones de
entrada (u)/estado (x)/salida (y) con parametros A, B,C, D se puede representar

de la forma

u
Sis/0(A, B,C, D) := c R™™N | 3z e RN
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tal que

Tip1 = Axy + Buy,

Yy = Cl't -+ Dut.

Un caso particular de los modelos de espacio de estados son los modelos factoriales
dindmicos, los cuales son muy utilizados para hacer prondsticos en macroeconomia.
Estos modelos se construyen de forma que solo dependen de un ntimero esencial de
factores no observables. Los modelos factoriales descomponen el comportamiento de
una variable econémica z;; en componentes controladas por algunos factores f;, los
cuales son comunes para todas las variables, pero con efectos especificos en cada
una de ellas [31]. La variable a pronosticar depende de una combinacion lineal de

sus valores pasados y también depende de los siguientes factores a estimar

Ty =7+ Afta (2-5)

donde z; es el vector de observaciones en el tiempo t, T; es el promedio de x4,
A= (A, ..., An)T es una matriz de cargas de N x 7 y f; es el vector de factores de
r X 1. Generalmente en modelos macroeconémicos la dimensién de x; es mayor que
la dimensién de f;. Ademds, los factores son modelados como un proceso VAR(L)

de la forma

For = Aifi+ o+ Anfi, (2.6)

donde A, ..., A;, son matrices de coeficientes auto-regresivos.

Definicién 3. Dada una serie de tiempo X = {x;} C R", un entero positivo L,
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denotaremos la matriz de trayectorias tipo Hankel en bloques correspondiente a X

x T2 €3 st TT—-L41

X2 €3 Xyq s XT—L42
(X)) =

X, Tp+1 Trp4+2 - xXr

Teorema 1 (Descomposicién en Valores Singulares [15]). Sea A € R™*", existen

matrices ortogonales U € R™*™ 4 V = R™™ tales que
UTAV = X = diag(ay, ..., 0,) € R™™,

donde p = min{m,n}, ademds o1 > 09... > 0.

En el resto de este documento, nos referiremos a la descomposicién anterior como
SVD ( por sus siglas en inglés). Sea A = UXVT € R™*" la SVD de A con m > n,
entonces

A=U, VT

donde Uy = U(:,1:n) € Rm*™ y X} = diag(oy, ..., 0,) € R™". Nos referiremos a la

version truncada de la SVD como SVD reducida.

Definicién 4. Dado § > 0 y una matriz X € R™*", denotaremos el rango de X

por 1ks(X) > 0 al valor determinado por
p
rks(X) = Zai, o; >0,
i=1

donde los valores o; corresponden a los valores singulares de la SVD reducida de

A yp=min{m,n}.

La presencia de alta dimension conlleva un gran reto en el desarrollo de la teoria
econométrica. Debido a la habilidad de resumir informacién de conjuntos de datos

grandes, los modelos factoriales se han convertido en una herramienta indispensable
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en economia y finanzas. Una revisién importante del aporte de los modelos factoriales

en estimacion e inferencia estadistica se puede encontrar en [3].

Bernanke, Boivin y Eliasz investigaron en [5] soluciones a problemas que surgieron
en la implementacion de los modelos VAR. Estos problemas se deben a la informacion
limitada que generalmente se utiliza en estos modelos empiricos. La metodologia
implementada FAVAR, es decir, VAR con factor aumentado, fue aplicada con éxito

en la identificacion de los efectos de politica monetaria en la economia.

Durante la ultima década los métodos basados en datos se han desarrollado de
gran manera, esto debido a la gran cantidad de datos y evolucién de técnicas analiti-
cas. En [28] se estudian modelos cuadraticos esparcidos basados en polinomios, en
los cuales la dindmica depende un nimero reducido de variables e interacciones de
segundo orden. En particular en [28] se detallan estrategias de muestreo que conlle-
van a la identificacién exacta de sistemas dindamicos de primer orden, aun cuando

solo se cuenta con un numero reducido de muestras.

2.2. Sistemas Lineales Invariantes en el Tiempo

Los sistemas lineales invariantes en el tiempo LTI (por sus siglas en inglés),
forman la clase de sistemas dinamicos més utilizados en la practica. Lo anterior se

debe por los excelentes resultados en la mayoria de los casos aplicados a la vida real.

Un modelo 4 es lineal si es un subespacio del espacio de trayectorias (R?)7.

Un modelo & es invariante en el tiempo si 0" B = XA, donde

(cTw)(t) :=w(t+7), paratodote .

Si el modelo Z es de dimensién finita, el comportamiento futuro del modelo es

deterministicamente relacionado con un vector de estado de dimensién finita.

Denotaremos por Z* la clase de todos los sistemas LTI con w variables, es
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decir el espacio de senales W = R".

En este proyecto de investigacion sobre identificacién de sistemas dindmicos y
aplicaciones a series temporales, los sistemas LTI nos permiten modelar y predecir
de manera efectiva la evolucién de datos temporales, lo que puede ser crucial en
areas como la prediccion econémica, el pronostico del clima o el control de procesos

industriales.

2.3. Identificacion de Sistemas Dinamicos

Existen muchas maneras de intentar determinar la dinamica de un sistema, una
idea generalizada es construir modelos basados en principios fisicos del sistema.
Este enfoque puede no ser factible en el caso donde dichos principios fundamentales
son desconocidos, por ejemplo, el comportamiento humano, economia, consumo de

energia, etc.

Un enfoque diferente es utilizar datos o mediciones de las variables del sistema
para construir un modelo del sistema, este proceso se conoce como identificacion de
sistemas. En un mundo cada vez mas orientado hacia los datos, este tipo de modelos
estan obteniendo mayor interés en los ultimos anos. Otra ventajas, ademas de las
ya mencionadas, es el hecho de no requerir conocimiento previo o entendimiento del

proceso.

El proceso de identificacion de sistemas lo podemos resumir en tres componentes
principales [30]: el conjunto de datos obtenido a partir de mediciones de entrada-
salida, el conjunto de modelos candidatos o estructura del modelo y el criterio de
seleccion para el mejor modelo del conjunto de candidatos y una regla para evaluar

los modelos candidatos basado en datos.

Problema 1 (Identificacién de Sistemas en General). Dada la serie de tiempo
w € RN - posiblemente representando mediciones de entrada-salida de la for-

T
maw = [u y] , de un sistema desconocido S, encontrar un modelo razonable para
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el sistema basado en los datos de las mediciones u,y.

Definicién 5 (Representacion del nicleo de un sistema dindmico [33},23]). Dado un
conjunto de trayectorias & correspondientes a resultados de un experimento &, en un
conjunto universal % de posibles resultados. Denominaremos modelo dindmico lineal
correspondiente al experimento E, al conjunto .#g representado por la siguiente
eTpresion.

My ={d €U : fg(d) =0}, (2.7)

donde fr € (R™)? es una funcion de % a R™.

2.4. Esparcimiento y Regularizacion

Con la disponibilidad de datos de alta dimension, es indispensable contar con
herramientas que permitan seleccionar las variables de mayor relevancia. En ese
sentido, los métodos de regularizacion se ha convertido en una poderosa herramienta

para la estimacion y seleccion de modelos.

Dados X € R™"™ y y € R™, el problema de aproximaciéon de minimos cuadrados

consiste en

B = arg min ||y — X3, (2.8)
BER™

Una solucién conocida es utilizar la seudo-inversa de X, para lo cual el vector solu-
cién de es
B=X"b=(XTX)"'XTy (2.9)

En el caso que X esté mal condicionada, el célculo de Xt se vuelve inestable y
esto puede resultar en problemas de sobre ajuste en el modelo [0]. Para contrarres-
tar las situaciones de inestabilidad numérica en la practica se utilizan técnicas de

regularizacion.

El proceso de regularizaciéon conocido como Lasso, es una extensién del método

convencional de minimos cuadrados (OLS, por sus siglas en inglés). Con esta técnica
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se espera una mejor aproximacion de los coeficientes de forma esparcida.

B = argmin { |y = X5, + M5l } (2.10)

Bern

donde A > 0 se conoce como parametro de regularizacion.

Otra técnica de regularizaciéon importante consiste en utilizar la descomposicion

truncada en valores singulares SVD, luego el problema resulta en
B = min [y — X558, (2.11)
BER™

donde 0 < rank(X) es un pardmetro y X5 € R™*™ es la mejor aproximacion de

rango ¢ de X calculada a partir de la SVD.

En este documento, utilizaremos resultados y algoritmos presentados en [33], que
nos permiten encontrar una solucién al problema [2.11} La idea principal es utilizar
métodos de aproximacion de bajo rango y reducciéon de orden para la solucion del
problema lineal de minimos cuadrados esparcido, esto es, soluciones con un nimero

méximo de entradas diferentes de cero.

2.5. Validacién y Criterio de Seleccion

Una de las caracteristicas mas importantes de un modelo es la habilidad para
generalizar, es decir, no solo lograr buen desempeno en un conjunto de datos dado,
sino también obtener un desempeno razonable en datos nuevos. Un criterio para
verificar una buena capacidad de generalizar el ajuste de un modelo es comparar
predicciones de nuevos datos, con las predicciones logradas en los datos utilizados

para construir el modelo.

En general se desea que el modelo tenga desempenos similares en ambos casos, si
ocurre lo contrario diremos que el modelo tiene poca habilidad de generalizacion. Un

método simple de validacion es dividir los datos en dos subconjuntos: un conjunto
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de entrenamiento (entre el 50 %-90 %) y el resto, conjunto de prueba completamente

oculto para validar el modelo en datos nuevos.

En resumen, se quiere encontrar modelos que hagan buenas predicciones en el
conjunto de entrenamiento y también buenas predicciones en el conjunto de prueba.
Con el objetivo de identificar un buen modelo candidato, se utiliza la identificacion
por minimos cuadrados para varios modelos con diferentes valores de L. Luego se
debe escoger el modelo que tenga el menor error en la prediccion y también sea

consistente en los datos de entrenamiento y prueba.



Capitulo 3

Métodos

En esta seccion, se presentan definiciones, resultados y algoritmos que nos permi-
ten integrar las propiedades de regularizacién y esparcimiento en la aproximacién de
los parametros de un sistema. Como punto de partida, se construye a partir de los
datos la matriz de trayectorias tipo hankel. El rango de esta matriz se convierte en
el factor determinante que la conecta con el problema de identificacién de sistemas,
es decir, para pertenecer a la clase de sistemas LTI. Adicionalmente utilizamos SDSI

y SpLra para forzar la regularizacion y el esparcimiento en los parametros.

3.1. Aproximacion de Bajo Rango

El objetivo de la aproximacion de una matriz por otra matriz con rango menor o
igual al original, es obtener un representacion reducida de los datos con una minima
perdida de informacién. Una coleccién de datos es almacenada en D € R™ donde

cada columna de D corresponde a un vector en RY.

El problema de modelacién aproximada consiste en que dado un conjunto de
puntos en R", encontrar un subespacio de R™ de dimension acotada que minimice

la distancia al conjunto de datos.

Problema 2 (Aproximacién de bajo rango). Dada X € RN, donde n < N, un

14
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entero r, 0 < r < n, encontrar

X* = arg min || X — X|p  sujeto a: rank(X) <.
X

Teorema 2 (Eckart-Young-Mirsky). Sea X = UXVT la descomposicion reducida

en valores singulares de X vy la siguiente particion en bloques

roq-—r roq-—r
Y= 0 r ,V::[

U::[
0 2 q—r

Ui U2]CI;

entonces una solucion al Problema es X* = U, Vi

Ademés el error de aproximacién es || X — )?*HF = /ol + - +02

Lo anterior implica que es posible aproximar una matriz de datos de alta dimension

por r términos dominantes de las columnas de U; y V; de la forma

r

Y * E : T T T T

X" = Jkul,kvm = 0'1’&171’0171 -+ O'QULQULQ + ...+ Urul,rULr' (31)
k=1

Algoritmo 1: Aproximacién de bajo rango lra
Datos: X € R™*" r e Z*

Resultado: X, = Ilra(X,r)

U, S,V « svd(X), descomposicién reducida

s <= min{m, n}

Up <= 35 U, Sp = D001 €5.886, Vi 4= D00 €461V

X, « U.S. VT

3.2. Minimos Cuadrados Esparcido con SDSI

El siguiente resultado nos permiten encontrar soluciones regularizadas y espar-
cidas a tipos de problemas de la forma [2.8] En general, nos interesa el problema

extendido cuando el vector y en [2.8se convierte en una matriz. Es decir el problema
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matricial de minimos cuadrados.

Problema 3 ([33]). Dados 6 > 0 y dos matrices X € R™*"™ Y € R™*? denotare-
mos por Y =5 XA para representar el problema de encontrar A € R™P o, 5 >0y

un proyector ortogonal () tal que

Y — XAllp <ad+ B||(In — Q)Y||r

La matriz A la llamaremos una solucion del problema Y ~5 X A.

Teorema 3 ([33]). Dado § > 0 y dos matrices X € R™" Y € R™P. Sir =
rk(A)s > 0 entonces, existe una solucion A al problema Y =5 XA con a lo sumo rp

entradas diferentes de cero.

Las soluciones descritas en el resultado anterior, se pueden obtener utilizando el
siguiente algoritmo. Una implementacién computacional del Algoritmo [2|1a podemos

encontrar en [34] [12] como lsspsolver.
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Algoritmo 2: Minimos Cuadrados Lineal Esparcido [33]
Datos: X ¢ R™" Y e R™*? § >0, N € Z*,e > 0

Resultado: A = Isspsolver(X,Y,d, N, ¢)

U, S,V « svd(X), descomposicién reducida

s <= min{m,n}, r + rks(X)

Us <= 35 Uy, Ts <= 307 (675¢55) 7 e66], Vs <= D01 €467,V
X« UFX,Y < Ul'Y

Ay VIT;Y

para j = 1,...,p hacer
K<+ 1, error< 1490

¢ Apéjp, To =c

T
é<—[@1 Cn} :{

Calcular la permutacién o : {1,...,n} — o : {1,...,n} tal que:

T
er c‘]

n,n

5T
el’nc‘ e

é(7(1) > é<7(2) > 2 éU(n)

Ny + max {Z?:l H.(Co(3)), 1}

mientras K < N and error > ¢ hacer
‘ €T < On,l

fin

fin

3.3. Identificacién Esparcida con SpLra

Definicién 6 (Representacion del Nicleo de un Sistema Dindmico Lineal [33], 23]).
Dada una serie de tiempo w € R correspondientes a resultados de un experimen-
to E, denominaremos modelo dindmico lineal correspondiente al experimento E, al

conjunto PBg representado por la siguiente erpresion
P = {w e R?” : R(o) =0}, (3.2)

donde R(o) = Ry + Ryo + -+ + Rpol es una matriz polinomial de grado L y las

matrices Ry, Ry, ..., R, toman valores en RI7™*",
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Problema 4 (Identificacién exacta). Dada la serie de tiempo w € R™*"  generada
a partir de un sistema desconocido & y el orden del sistema lag=L. Sea H#7.1(w)
la matriz de trayectorias tipo hankel por bloques de w, podemos expresar una repre-

sentacion del modelo & de la forma

B = {R €U : R (w) = o} (3.3)

Problema 5 (Identificacién aproximada). Una representacion alternativa aproxi-

mada del Problemal]] se puede escribir de la forma

~ ~ 2
B - {R c R<IA)(mtn) arg min HijL_H(w)H } (3.4)
R

El algoritmo SpLra, para resolver el Problemal[l] se puede resumir en los siguientes

pasos:
1. Construir la matriz de trayectorias tipo hankel por bloques 57 1 (w).

2. Aplicar el Algoritmo 1| (1ra) a %741 (w) para calcular
D(Ap 1 (w)) = 1ra( AL (w)),7),

donde r = (L + 1)(m +n) — n.

3. Hacer la particion en bloques

9

donde Dy € R™*N y Dy € RN
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4. Calcular z,),, la solucién esparcida del sistema Dy = 4,0y
T, = lsspsolver(Dy, Dy, ¢€,0)

Y

5. Hacer Ry, = {—%p [n}

Algoritmo 3: SpLra.
Datos: w € RN 550 L eZt >0

Resultado: R,, = SpLra(w, L, , €)
H1+1(w) < blkhank(w, L + 1), matriz de trayectorias tipo hankel en bloques.
r<« (L+1)(m+n)—n

D < lra(s71(w),ro), aproximacién de bajo rango

Dy
Dy € RTXN,Dl ERVN « D=

Dy
Zgp < lsspsolver(Dy, Dq,0, N, €)

Rsp% |:{E5p _Iw:|

3.4. Modelos Para Series de Tiempo

La econometria ha inspirado el desarrollo de modelos de series de tiempo y ecuacio-
nes en diferencias. Por ejemplo los primeros trabajos en series de tiempo en [41] 39],
el desarrollo de una teoria asintética para el estimador de minimos cuadrados (LS)
para ecuaciones lineales estocasticas en diferencias presentada en [22] y su posterior

extensién a sistemas simultdaneos, donde LS no es consistente, desarrollada en [21].

Los modelos autorregresivos son ampliamente utilizados en muchos campos de las
ciencias e ingenieria, por ejemplo en la prediccion de precios de acciones financieras
[11], en la prediccién de la dindmica de la vegetacién utilizando datos satelitales

remotos [27], entre otros.

Un proceso autorregresivo de orden p, el cual en lo sucesivo denotaremos por
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AR(p), es un proceso donde el valor de una serie de tiempo en el tiempo ¢, y,, es la
suma ponderada de los p valores pasados més un término de ruido denotado por &;.

El proceso lo podemos representar por la siguiente ecuacién en diferencias

Y = a1Y—1 + QY2 + ... + QpYs—p + &4, (3.5)

donde g; ~ N(0,0?). Si utilizamos el operador de retardo lag, denotado por L,
el cual aplicado a la variable en el tiempo t se obtiene el valor de la variable en el

tiempo t — 1, esto es Ly, = y;_1, el proceso (3.5)) lo podemos expresar de la forma

(1—a1L —ayl?®— ... — apLP)y = &4

o de forma compacta

a(L)yt = & (36)

donde el polinomio autorregresivo a(L) est definido por a(L) =1—a; L —ayL? —
... — ap,LP. Para estimar los coeficientes a;,7 = 1,...,n, podemos utilizar el método

de minimos cuadrados haciendo el cuadrado del error alcanzar su minimo [40].

Un proceso de medias moviles de orden p, el cual de forma abreviada denotaremos
por MA(p), es un proceso de sumas ponderadas de ¢ elementos autorregresivos de

disturbio mas un término contemporaneo de disturbio, de la forma

y(t) = boet + brge—1 + ... + bege—q, (3.7)

lo cual se puede representar en forma abreviada
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Yy = b(L)es, (3.8)

donde &, ~ N(0,0?), by, ...,b, son constantes y b(L) = by + biL + ... + b,L*
representa el polinomio de medias méviles de grado g con by # 0. Los procesos AR y
MA presentados anteriormente se pueden unir para generar el proceso autorregresivo

de medias moviles, el cual denotaremos por ARMA (p, q) y estard representado por

Y = @Y1 + QY2 + .. + QpYi—p + €1+ brep1 + ...+ bEi—g (3.9)

o de forma compacta

a(L)y, = b(L)ey. (3.10)
Es posible identificar un modelo ARMA (p, ¢) utilizando una técnica autorregresiva

de dos pasos. El método funciona de la siguiente manera:

1. Se inicia realizando una identificacion de un modelo autorregresivo de orden
. ~ m / . ~
m para y;, es decir encontramos y; = i1 A%y, ;. Luego definimos u; de la

forma
Ut =Yt — Y,
lo cual representa una estimacién de los residuos wu;.

2. Utilizando la estimacién encontrada para u; se procede a realizar una identi-

ficacién del modelo autorregresivo para y; de la forma

P q
Yo = Z Ajypr—j + Z Al .
P =1
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Los procesos ARMA pueden dar un modelo reducido con relativamente menos
parametros desconocidos. Nos dan una alternativa a los modelos AR y MA de alto
orden utilizando una combinaciéon de ambos procesos. Si se incluyen variables de-
terminadas de forma exdgena, esto es que su valor estd determinado por factores
externos al modelo, se conoce como proceso ARMA con variables exégenas y lo
denotaremos por ARMAX. Si utilizamos la variable z; para la variable exdgena, el

proceso ARMAX lo podemos representar de la forma

a(L)y: = b(L)ey + g(L)xy. (3.11)

El grado del polinomio g(L) nos proporciona el nimero de elementos pasados de
la variable exdgena x;, que influyen en la variable endégena y;, es decir que su valor
esta determinado por factores dentro del modelo. Una extensién multivariada del
modelo AR es el proceso autorregresivo vectorial VAR, el cual tiene la siguiente

representacion general

Xy = A1Xt71 + AQXt,Q + ...+ Apxtfp + S¢ + Et, (312)

donde x; = (Z14,...,Zns)" es una serie de tiempo multivariada; A;, i = 1,....,n
son matrices de n X n; gy = (€14, ..., en,t)T es ruido blanco multivariado con matriz
de covarianza Q y s; = (S14, ..., sn,t)T es un vector de términos deterministicos. En

términos del operador L, un modelo VAR se puede escribir de la forma

x; = (AL + AyL? + ... + A LP)x; + 8¢ + &4

En la mayoria de las aplicaciones, el término determinista s, consiste en términos
constantes, por ejemplo s; = v, donde v; es un vector constante. Un modelo de
series de tiempo univariado esta limitado por solo una parte de toda la informacién

y por tanto una extension natural son los modelos VAR. Sin embargo, en el caso que
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se tenga disponible mucha informacién en series de tiempo, no resulta conveniente
incluir todas las variables en el modelo. Tratar de estimar mas parametros puede
llevar a resultados imprecisos, especialmente en los modelos VAR, donde el niimero
de parametros a estimar crece de manera cuadratica con respecto al nimero de

variables.

Los vectores autorregresivos VAR, introducidos por Christopher Sims en [29],
definieron un nuevo marco macroeconémico muy prometedor. Un modelo VAR es
un modelo lineal donde el valor actual de una variable es proporcionado por sus
valores anteriores mas los valores pasados de las n — 1 variables restantes. Este
sencillo proceso permitié una mejor visién de la dindmica en series de tiempo y
ademas las herramientas estadisticas que conllevan los modelos VAR son féciles de

usar e interpretar.

Un modelo de series de tiempo univariado esta limitado por solo incluir una parte
de toda la informacién y por tanto una extension natural son los modelos VAR. Sin
embargo, en el caso que se tenga disponible mucha informacién en series de tiempo,
no resulta conveniente incluir todas las variables en el modelo. Tratar de estimar
mas parametros puede llevar a resultados imprecisos, especialmente en los modelos
VAR, donde el nimero de parametros a estimar crece de manera cuadratica con

respecto al nimero de variables.

Una desventaja de los modelos VAR es el rapido crecimiento del nimero de los
parametros, con respecto al numero de variables incluidas. Una alternativa para
incluir méas informacion en el modelo utilizando técnicas de reduccion de orden, el
modelo Factorial Dindmico Aproximado (DFM, por sus siglas en inglés) presentado
en [31],el cual nos permite hacer predicciones de variables macroeconémicas de alta

dimensionalidad.

En esta seccion se presentan algunas técnicas utilizadas para modelar y pronos-
ticar series de tiempo. El prondstico de series de tiempo es una de las areas mas

importantes en el estudio de variables econémicas [42], donde observaciones pasadas
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de una o varias variables son recolectadas y analizadas para desarrollar modelos que
describan una relacion subyacente. Para estimar los parametros del modelo se utili-

zarda un método de de identificacion esparcida por minimos cuadrados planteado en

133].

3.5. Reduccion de Dimension y Modelos Facto-
riales Dinamicos

En el marco de nuestra investigacion, hemos identificado una conexién funda-
mental entre los modelos factoriales dindmicos (DFM, por sus siglas en inglés) y la
aproximacion esparcida y regularizada de bajo rango. Los DFM son una clase de
modelos estadisticos que se utilizan para capturar la estructura latente (estdtica) y

la dindmica temporal en datos multidimensionales.

Problema 6. Dada una secuencia de datos Y = {y;}¥, € RN correspondiente
a una serie de tiempo {y; : t > 1} C R", los entero r,L tal que 0 < r < n y
0 < L << N, encontrar
|2
[ﬁ ]—“} = argmin HY - E]:H
L.F F

sujeto a:  rank(Y) <r.

Luego construir un modelo autorregresivo de orden L, para la serie F = {f;}, €

R™N “tal que la estructura general del modelo se pueda expresar de la forma definida
en 29 y 20

Los siguientes pasos propuestos nos permiten dar una solucién al Problema [6}

1. Aplicar la descomposiciéon truncada en valores singulares SVD de la matriz

original de datos Y de la misma forma que en el Teorema [2 utilizando el
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Algoritmo [1]
Yr = U'rz'r‘/;T
donde U, € R™", ¥, e R™" y V, € RV,
2. Hacer L =U/3, y F =%, VL.
3. Aplicar SpLra a F.

En forma de algoritmo:

Algoritmo 4: SpLra dfm

Datos: Y ¢ RN rcZt L€ Z*, §>0,¢>0

Resultado: R;,, £, F = SpLra_dmf(Y,r, L,d,¢)

U, S, V, < 1ra(Y,r), aproximacién de bajo con el Algoritmo [1]
L« U./S,

F SV

R + SpLra(F, L,d,¢)

Los modelos factoriales dindmicos, en nuestra interpretacion anterior, desempenan
un papel esencial en la reduccion de la dimensién de los datos. Su aplicacién nos pro-
porciona una herramienta poderosa para abordar nuestros objetivos de investigacién

y extraer conocimientos significativos.

La conexion entre los DFM y nuestra investigacién se basa en la capacidad de estos
para modelar la complejidad de nuestros datos y descomponerlos en componentes
interpretables por medio de la aproximacion de bajo rango, lo que enriquece nuestro

analisis y conclusiones.



Capitulo 4

Experimentos y Resultados

En el proceso de investigacién presentado en este documento, es fundamental
garantizar la aplicabilidad de las técnicas propuestas. Para lograr este objetivo, se
han disenado y ejecutado un conjunto de experimentos completamente replicables,

que abarcan tanto datos simulados como datos reales.

Para evaluar la efectividad y el rendimiento de las técnicas tedricas y compu-
tacionales propuestas, comenzamos utilizando datos simulados. Estos datos fueron
generados sintéticamente, con el fin de simular situaciones de interés en nuestra in-
vestigacion. Esta fase nos permitié establecer una linea de partida y comprender

como se comportan nuestras técnicas en condiciones ideales y controladas.

Reconociendo la importancia de la aplicabilidad en el mundo real, también rea-
lizamos experimentos utilizando datos reales. Estos datos se obtuvieron de bases
de datos publicas, en diversas areas relacionadas del conocimiento. Esta parte nos
permitié evaluar la eficiencia de nuestras técnicas en situaciones reales, donde los

desafios y la complejidad pueden ser mas significativos.

26
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Preprocesamiento de los datos

Los datos recopilados se sometieron a un proceso de limpieza y preprocesamiento.
En la seccién de cada experimento se detalla cada uno de los métodos utilizados

para garantizar la coherencia y la calidad de los datos utilizados.
A continuacién algunos métodos utilizados:
1. Estandarizacion para llevar todos los datos a una escala comun.

2. Eliminacién de tendencia, utilizando técnicas de regresion. Esto implica ajustar
una linea de regresién o una curva a los datos que representa la tendencia, y

luego sustraer esta tendencia del conjunto de datos original.

3. Separacion del conjunto de datos en conjuntos de identificacién y validacién.

Métricas de Evaluacion

= Porcentaje de ajuste

%fit = 100 (1 - M) (4.1)

lw — ]|

donde w es la serie de tiempo original, w es su valor promedio y w;4 es la serie

identificada.

= El rmse mide la diferencia entre los valores reales observados y los valores
predichos por el modelo, calculando la raiz cuadrada de la media de los errores

al cuadrado.

1 n
N . — ;)2 4.2
s = | 5 Dl =30 (12)
donde y; representa el valor real u observado, g; el valor predicho y N el total

de observaciones.

= Coeficiente de determinacion, es una métrica estadistica utilizada para evaluar

la bondad de ajuste de un modelo.
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SSR

2
:1——
R SST

(4.3)

donde SSR es la suma de los cuadrados de las diferencias entre los valores
predichos por el modelo y la media de la variable dependiente y SST es la
suma de los cuadrados de las diferencias entre los valores reales y la media de

la variable dependiente.

Disponibilidad de los Datos y Cdédigo

Todos los datos, archivos y la implementacion de los algoritmos y experimentos

estan disponibles para ser ejecutados y reproducidos en [12].

4.1. Identificacion de un Sistema SISO

El siguiente experimento esta basado en algunas ideas presentados en [2], los datos
del proceso de identificacion son simulados utilizando un sistema de una entrada y

una salida (SISO por sus siglas en inglés) con la siguiente funcién de transferencia

1.52% — 2.072 4+ 1.315
21— 221213 4 1.749712 — 0.58432! + 0.0684 211

G(z) = (4.4)

la senal de entrada es una secuencia pseudo-aleatoria binaria (PRBS por sus siglas
en inglés), con una probabilidad de cambio de 8 % y un rango entre [—1, 1]. La figura

muestra la salida grafica de las senales de entrada y salida u;, y; respectivamente.

Con el objetivo de validar los diferentes modelos identificados, se generan nuevos
datos a partir de otra senal PRBS. Estos datos generados no participan en el pro-
ceso de identificacion. La salida grafica para los datos del proceso de validacion se

presentan el la Figura [4.3]

A continuacién se procede a perturbar el sistema con una estructura ARMAX,
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GBS as input signal u;
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Figura 4.1: Serie de tiempo para la fase de identificacién.
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Figura 4.2: Polos y ceros del sistema simulado original.

generando cuatro sefiales independientes de ruido blanco, o = 0.000, o3 = 0.001,

o2 =0.010 y 02 = 0.1000 filtradas por la siguiente funcién de transferencia

14 4 (93,13 1 (9,12
H(z) = 2% 40327+ 0.22 (4.5)
2 — 22121 4 1.749712 — 0.584321! + 0.0684 21

Tres tipos de modelos son identificados, los modelos ARX y ARMAX son calculados
utilizando el paquete System Identification Package for PYthon (SIPPY) [2]

y nuestro modelo propuesto SpLra con los algoritmos implementados con cédigo
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GBS as input signal u;
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Figura 4.3: Serie de tiempo para la fase de validacion.
Python en [12].

La dificultad de este experimento radica en seleccionar el orden adecuado del

sistema, esto debido a un nivel alto de desface en la funcién de transferencia G(z).

El paquete SIPPY cuenta con tres criterios de seleccion del orden de los modelos,

AIC, BIC y AcIC, los cuales son los criterios mayormente utilizados en la practica.

En el método SpLra se utiliza un método grafico que consiste en definir un nimero

maximo para L y graficar los diferentes valores con respecto al desajuste producido

por cada modelo.

La tabla[4.I]resume los resultados para los diferentes modelos identificados, donde

nnz (%) es el porcentaje de elementos distintos de cero de los parametros del modelo

y %fit es el porcentaje de ajuste.

Modelo
Arx Armax SpLra
nnz 280 47 333
o | %fit(id)  %fit(val) | %fit(id)  %fit(val) | %fit(id)  %fit(val)
0.000 | 81.97 80.67 81.96 80.67 99.99 99.99
0.001 | 81.81 80.47 —00 —00 99.28 99.33
0.010 | 83.13 82.12 —00 —00 96.55 96.37
0.100 | 78.05 77.47 —00 —00 91.81 92.64

Tabla 4.1: Resumen de resultados.
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GBS as input signal u;
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Figura 4.4: Serie de tiempo del sistema perturbado con una estructura ARMAX con
o2 =0.010 .

Los resultados muestran que el método propuesto SpLra obtuvo mejores resultados
en el ajuste del modelo con un menor nimero de parametros. Es importante aclarar
que los resultados de los modelos ARX y ARMAX se pueden mejorar afinando el orden,
lo cual requiere pasos adicionales. Notar que el modelo ARMAX presenta valores de
% fit = —oo, lo cual indica que el modelo no es estable. La idea del experimento es
mostrar como el enfoque integrado utilizado en SpLra facilita muchos aspectos del

proceso de identificacion.

4.2. Identificacion de un Sistema MIMO

El presente experimento esta parcialmente motivado por los resultados presenta-
dos en [2]. Los datos son generados simulando un sistema MIMO (multiples entradas
y multiples salidas, por sus siglas en inglés), con m = 4 entradas y p = 3 salidas.

Los diferentes ordenes y especificaciones de la funcién de transferencia se muestran

en la Tabla (4.2

Como senales de entrada se generan de forma independientes cuatro secuencias

pseudo-aleatorias PRBS, con probabilidad de cambio de 8 % y un rango entre [—1, 1].
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Salida 1 Salida 2 Salida 3
0.42340.3322 —0.8522—0.5752—0.277 0.223
Entrada 1 25-0321-0.2553-0.02122 —0.422 25-0.121—0.323
Entrada 2 — 0.10z 0.712—0.123 0.8212240.4232
25—0.324—0.2523—-0.02122 25—0.4z4 25—0.124—0.323
0.72240.75240.22 —0.12° —0.123
Entrada 3 25-0.327—0,253 0,021 50421 50.122—033
2092520112 Z0.994> 0.891240.223
Entrada 4 =405 5w 5 —0.42% 501220327

Tabla 4.2: Funcién de transferencia sistema MIMO original.

32

La salida grafica de estas senales de entrada y salida se muestran en la Figura

Con el propésito de mostrar la consistencia de los métodos, se distorsionan las

senales de salida solamente, con un ruido pseudo-aleatorio con diferentes niveles de

varianza ( o = 0.000, 0% = 0.001, 02 = 0.010 y 0% = 0.100 ).

Como modelo comparativo se utiliz6 el método N4SID (Non -iterative method for

system identification) implementado en [2]. Dicho método es uno de las variantes de

los métodos conocidos como de subespacio, los cuales devuelven los parametros del

modelo utilizando una representacion de espacio de estados.

No se asume un orden conocido del modelo. En el caso de N4SID se utiliza el

criterio AIC y en el caso de SpLra el método grafico implementado en la funciéon

lag_est de [I2]. Los resultados para este experimento se muestran en la Tabla [4.3]

GBS as input signal u;

jJﬂW mﬂfu%@ﬂfu@ I Jdu QDL
o L A AN
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t

Figura 4.5: Senales de entrada PBRS.
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Time response yi(u) = G-uy,
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Figura 4.6: Senales de salida generadas a partir del sistema original.
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Figura 4.7: Senales de salida del sistema original a partir de un segundo grupo de
senales de entrada. Esto datos simulados se utilizan en el proceso de validacion.

Modelo
N4SID SpLra
nnz( %) 280 333
o? %hit(id)  %fit(val) | %fit(id)  %fit(val)
0.000 97.14 97.66 99.99 99.99
0.001 97.13 97.63 99.94 99.98
0.010 97.06 97.33 99.13 99.27
0.100 93.01 96.37 93.63 97.35

Tabla 4.3: Resumen de resultados sistema MIMO.
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Figura 4.8: Salida gréafica del desajuste, para diferentes valores del orden del modelo.

La grafica nos sugiere utilizar un valor de L = 5.
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Figura 4.9: Senales de salida del sistema original e identificada.
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Figura 4.10: Senales de salida original e identificada en la fase de validacién.
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Figura 4.11: Salida grafica de los ceros del sistema identificado.
4.3. Aplicaciones En Procesos Industriales

La base de datos para la identificacién de sistemas DAISY [I3] contiene diferentes
conjuntos de datos reales en varias disciplinas, por ejemplo, sistemas de procesos
industriales, sistemas eléctricos y electronicos, sistemas mecdanicos, entre otros. A

continuacion una breve descripcién de los datos seleccionados.

Brazo robético flexible: Estos datos son el resultado del movimiento de un
brazo robdtico conectado a un motor eléctrico. Los datos modelan la funcién de
transferencia a partir de la reaccién por el torque en la aceleracién de la estructu-
ra. Los datos de entrada son el torque de reaccién de la estructura y la salida la

aceleracién del brazo robdtico.

Secador de pelo: Experimento de laboratorio que funciona como un secador
de pelo. El aire es ventilado por medio de un tubo y calentado en su entrada. La
temperatura del aire es medida cuando sale del tubo. Como entrada se mide el voltaje
sobre la calefaccién, la cual es una malla de cables de resistencia. La entradas es el

voltaje del dispositivo de calentamiento y la salida la temperatura del aire de salida.

Reactor de un tanque: Este proceso modela el flujo continuo de un reactor
de tanque de agitacién, donde la reaccién exotérmica y la concentracién es regulado
mediante un refrigerante. La entradas es el flujo del refrigerante (I/min) y las salidas

son la concentracién del flujo (mol/l) y la temperatura en (grados K).
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Secador industrial: Datos de un secador industrial por Cambridge Control
Ltd. Las entradas son la tasa de flujo de combustible, velocidad del extractor de
gas caliente y tasa de flujo de materia prima. Como salidas la temperatura de bulbo

seco, temperatura de bulbo hiimedo y el contenido de humedad de la materia prima.

La Tabla resume la cantidad de datos NV, el nimero de variables de entrada
m, cantidad de variables de salida n y el nimero de observaciones pasadas lag a
considerar. La Tabla [4.5| resume los resultados obtenidos en este experimento. Para
los datos 1y 2 se consideraron los métodos Arx y N4SID, el tltimo es un algoritmo de
subespacio no iterativo implementado en el paquete SIPPY que calcula directamente
una representacion del modelo en variables de espacio de estados. Para los datos 3 y
4 se consideran los métodos N4SID y MOESP, el segundo, también implementado en

el paquete SIPPY es una versién mejorada del primero.

No. Nombre N |m|n]|lag
1 | Brazo robdtico flexible | 1024 | 1 | 1| 6
2 Secador de pelo 1000 1 |11] 5
3 | Reactor de un tanque | 7500 | 3 | 3 | 1
4 Secador industrial 867 | 3 |3 | 1

Tabla 4.4: Selecciéon de conjuntos de datos DAISY.
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Resultados

1. Brazo robdtico flexible
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Figura 4.12: Salida grafica de los datos de entrada y salida de

un brazo robdtico
flexible .
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Figura 4.13: Salida grafica de los ultimos 200 datos de salida originales e identificados
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2. Secador de pelo
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Figura 4.14: Salida grafica de los datos de entrada y salida de un secador .
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Figura 4.15: Salida grafica de los ultimos 300 datos de salida originales e identificados
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3. Reactor de un tanque
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Figura 4.16: Salida grafica de los primeros 500 datos(s) de salida originales .
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Figura 4.17: Salida grafica de los tltimos 500 datos(s) de salida originales e identi-
ficados .
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No. Nombre Método | %fit(id) | %fit(val) | nnz( %)
1 Brazo robético Arx 85.27 82.39 100
SpLra 96.99 92.64 38.78
N4SID 81.60 91.48 97.96
2 Secador de pelo Arx 87.45 82.39 66.66
SpLra 93.34 92.24 36.11
N4SID 87.59 82.11 97.22
3 | Reactor de un tanque | SpLra 84.11 82.76 75.00
N4SID 84.22 86.25 83.33
MOESP | 84.16 86.17 83.33
4 Secador industrial SpLra 61.84 53.87 75.00
N4SID 58.27 36.01 75.00
MOESP | 58.32 35.97 75.00

Tabla 4.5: Resultados base de datos Daisy.

4.4. Nivel de Agua Lago Erie

En esta seccién se utilizan los datos proporcionados en [26], que corresponden a
los niveles de agua del Lago Erie de 1921 a 1970. El estudio de las variaciones en
los niveles del agua en los grandes lagos afecta directamente las economias locales,
por tanto es importante construir modelos que permitan planificar actividades con

mayor precisién. La salida grafica para esta serie de tiempo se muestra en la Figura
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Figura 4.18: Niveles de agua Lago Erie, 1921-1970.

Como parte del pre-procesamiento de los datos se procede a eliminar tendencia
lineal y estandarizacion. Luego se dividen los datos en conjuntos de identificacion y

validacién, tal como lo muestra la Figura [4.19

La estrategia de seleccion del orden del modelo L, consiste en calcular el rmse para



4.4. NIVEL DE AGUA LAGO ERIE 41

—— Level

Amplitud
o

1929 1939 1949 1959 1969
Date

Figura 4.19: Salida gréfica de los datos sin tendencia y estandarizados. La parte
sombreada representa el 30 % del total para el proceso de validacion.

los conjuntos de datos de identificacion y validacion. Luego se puede considerar,
de forma balanceada, un valor de L cuyos errores estén lo mas cercano posible.

Observando la Figura [4.20] se decide tomar un valor de L = 3.
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Figura 4.20: Comportamiento del rmse de los datos de identificaciéon y validacion
con respecto al orden (L=lag) del modelo.

A continuacién se detallan los pasos propuestos en la Seccién para la identifi-

cacién de sistemas ARMA:
= Estimacién de la senal de errores ¢;

T

= Se construye la nueva serie de tiempo w = [e y] , donde y representa los da-
tos originales y € los datos de entrada del sistema. A continuacién se presentan
los sistemas identificados en representacion de espacio de estados y como una

funcion de transferencia.
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Figura 4.22: Niveles de agua Lago Erie, 1921-1970.
4.5. Aplicaciones En Econometria

La base de datos FRED-MD ( Federal Reserve Economic Data - Macro Data, por
sus siglas en inglés) [25], consiste en 127 series mensuales con indicadores macro-
economicos claves de los Estados Unidos desde el ano 1959 hasta el 2021. La base
de datos estd disenada para actualizarse mensualmente con acceso ptblico gratuito.
FRED-MD no solo ofrece una amplia gama de series temporales, sino que también
se ha disenado meticulosamente para simplificar la tarea de los investigadores al

comparar y llevar a cabo analisis empiricos.

Entre las series disponibles se encuentran indicadores importantes como el Pro-
ducto Interno Bruto, el desempleo, la inflacién, las tasas de interés y muchas otras.
La amplia cobertura temporal de la base de datos permite a los investigadores ras-

trear y analizar tendencias macroeconémicas a lo largo de mas de seis décadas.

Los resultados obtenidos en esta secciéon, estan basados parcialmente, en replicar
algunas ideas presentadas en [9]. La motivacion detrds de esta eleccién radica en la
importancia de comprender y modelar adecuadamente la dindmica macroeconémica,
especialmente en lo que respecta a la tasa de desempleo (UNRATE) como variable

objetivo.

Con el objetivo de seleccionar un subconjunto de variables adecuado (n < 10) de
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Figura 4.23: Serie de tiempo tasa de desempleo UNRATE en USA, 2008-2022.

la base de datos FRED-MD, tomando en cuenta el experimento realizado en [25], se

extraen nueve series descritas en la Tabla .6l

Variable Cédigo FRED
Desempleo UNRATE
Tasa de descuento, Bonos del Tesoro ( 3 meses) TB3MS
Ingreso Real RPI
fndice de Prod. Industrial INDPRO
S&P 500 S&P 500
Préstamos Negocios BUSLOANS
CPI CPIAUCS
Precio crudo OILPRICEx
M2 Money M2SL

Tabla 4.6: Seleccion de variables macroeconémicas.

La Figura muestra la salida grafica de las nueve variables seleccionadas ori-
ginalmente. Es importante notar la clara tendencia presente en algunas variables,

mientras que otras pueden variar significativamente en sus escalas de representacion.

Para garantizar una base solida en este analisis es importante procesar los datos.
En primer lugar, se ha eliminado la tendencia lineal de las variables seleccionadas
para centrarnos en las variaciones subyacentes. Ademads, se ha estandarizado la escala

de los datos para facilitar la comparacién y el modelado.

Un paso importante en nuestra metodologia es la divisién de los datos en dos
conjuntos: el 70 % se reserva para el proceso de identificacién de modelos, mientras
que el resto se destina a la fase de validacion. Esta division nos permite desarrollar
y ajustar nuestros modelos utilizando una parte de los datos y luego evaluar su des-

empeno utilizando los datos de validacién restantes. Esta estrategia es fundamental
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Figura 4.24: Salida grafica de nueve variables macroeconémicas seleccionadas origi-
nalmente.

para asegurarnos de que nuestros modelos sean capaces de generalizar de manera

efectiva a datos no vistos.
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Figura 4.25: Salida grafica de nueve variables macroeconémicas con tendencia lineal
removida y estandarizadas.

La seleccion del orden del modelo es un paso critico en el andlisis de sistemas
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dindmicos y series temporales. Como se explicé en la seccién [2.5, nuestro enfoque
consiste en analizar de forma grafica los errores(desajuste) o residuos de los modelos
calculados para diferentes valores de L. Si bien es cierto no existe un enfoque directo
para seleccionar el orden, luego de hacer algunas consideraciones practicas, se decide

utilizar un orden de L = 2.

Estimacién del Lag
" !

70k —e— misfit ]

Figura 4.26: Desajuste (misfit) del modelo para diferentes valores de L. La grafica
nos indica que aumentar el orden del modelo no mejora la diferencia entre los errores
en los conjuntos de identificacion y validacion.

Modelos identificados y analisis de resultados

1. Modelo de espacio de estados con SpLra.

0 0.20

1 0.77

-0.02 0.09 029 -0.04 037 —-033 0.01 -0.02

0.04 0.00 -0.35 0.11 —-0.45 033 -0.01 —-0.06

C = {0 1.00] ,

D=1-0.08 0.00 —0.56 0.00 —0.08 —0.07 0.06 —0.08
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Simulacién + Prediccién de UNRATE

-=== yia(SpLra)

Yorig

Amplitud

0 100 200 300 400 500 600 700

Figura 4.27: Salida grafica del modelo identificado con SpLra.

2. Modelo de espacio de estados con n4sid de SIPPY.

1.08 —0.13
0.15  0.87
B 0.002 -0.001 0.01 -0.03 —-0.03 0.04 —-0.01 0.18

Y

-0.001 0.0 —-0.001 —-0.06 —0.03 0.03 0.03 0.20

¢ = {0.04 —0.37} )

D= {0.0 0.0 0.0 0.0 0.0 0.0 0.0 0.0}

Simulacién + Prediccién de UNRATE

==== y;q(ndsid)

Yorig

Amplitud

0 100 200 300 400
t

500 600 700
Figura 4.28: Salida grafica del modelo identificado con n4sid.

3. Modelo AR(2) con variables exdgenas con AutoReg del paquete Statsmodels
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de Python. El modelo es de la forma

1
Yey1 = Z 0o iyi—i + 01Uy

1=0

con

T
0y = {0.9336 —0.0024}

T
61 =10.01 0.28 —0.18 0.04 —0.05 —0.006 0.080 —0.37

Simulacién + Prediccién de UNRATE

=== Yia(sm)

Yoo
4t Yorig

Amplitud

0 100 200 300 400 500 600
t

700

Figura 4.29: Salida grafica del modelo identificado con AutoReg.

Modelo
SpLra N4sid AutoReg
nnz( %) 83 73 100
métrica id val id val id val

%fit | 88.26  23.00 | 0.00 4.00 | 45.00 4.00
rmse 031 095 {092 1.18| 0.49 1.17
R? 0.88 0.40 | 0.00 0.07 | 0.69 0.084

Tabla 4.7: Resumen de resultados modelo econométrico base de datos FRED-MD.

Modelo de Orden Reducido (Factorial Dindmico)

Luego del pre-procesamiento de la base de datos FRED-MD, esta se reduce a
un total de 105 series temporales con 756 entradas. Considerando los esquemas
y algoritmos presentados el las Secciones [3.4}3.5] a continuacion se construye un

modelo reducido con r =9 (factores latentes). La decisién de tomar nueve factores
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se basa en los modelos anteriores donde se seleccionaron nueve variables exégenas.
Los detalles y resultados de este experimento se pueden revisar y replicar utilizando

el archivo DFM. ipynb (Jupyter Notebook) de [12].

Reduccion de Orden UNRATE

Yr

— Yorig

Amplitud

ok

l(;(] 2(;0 3(;0 4(;0 500 660 700
t
Figura 4.30: Salida grafica de la serie UNRATE original (azul) y la serie generada a

partir de reduccién de orden con r = 9 factores latentes (rojo). La parte sombreada
corresponde a los datos seleccionados para la fase de validacion.

—1 L L L L L L
1959 1969 1979 1989 1999 2009 2019

1959 1969 1979 1989 1999 2009 2019

Figura 4.31: Salida grafica de los factores F' € R?*™ calculados a partir del Algo-
ritmo [4}
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Estimacion del Lag

035 F T T T T =

0.30 [ 1
T 05} —— €
g ——

0.20 [ ]

0.15 | . . ]

2 1 6 8 10
L

Figura 4.32: El gréfico muestra el rmse en el conjunto de identificacion (azul) y
validacion (rojo), para diferentes valores de L. Siguiendo con el método heuristico
de la seleccion del orden del modelo, se toma L = 6.

Simulacién 4+ Prediccion(1 step ahead) de UNRATE

T T T T T T T
Ysim

Yorig

0 100 200 300 400 500 600 700
t

Figura 4.33: Salida grafica de la serie UNRATE original (azul) y la serie generada a
partir de reduccion de orden con r = 9 factores latentes (rojo). La parte sombreada
corresponde a los datos seleccionados para la fase de validacion.



Capitulo 5

Di

5.1.

1.

scusion y Trabajo Futuro

Conclusiones

Los experimentos llevados a cabo, tanto en datos simulados como en da-
tos reales, revelan resultados altamente prometedores del método propuesto
SPLra. La integracién de técnicas de esparcimiento, regularizacion y aproxi-
macién de bajo rango ha demostrado ser efectiva en multiples aspectos del

modelado de sistemas.

Una ventaja distintiva del método SPLra, en comparaciéon con las alternativas
evaluadas en este estudio, radica en su independencia del método de repre-
sentacion del sistema. Esto significa que SPLra se adapta sin problemas a una
variedad de escenarios, ya sean sistemas SISO o MIMO, modelos expresados en
variables de espacio de estados o funcién de transferencia. Esta flexibilidad lo
convierte en una herramienta versatil y adaptable en el ambito del modelado

de sistemas.

Los resultados también evidencian que SPLra logra una aproximacién precisa
de las propiedades del sistema original cuando se aplican datos simulados. En
el caso de datos reales, el método destaca por su capacidad para identificar

modelos estables, lo que es crucial en aplicaciones del mundo real. Estos logros

o1
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respaldan la utilidad y la efectividad del enfoque SPLra en la identificacién y

el modelado de sistemas complejos.

4. En resumen, los hallazgos de este estudio subrayan el potencial y las ventajas
significativas del método SPLra en la seleccion de érdenes de modelo, el ajuste
de datos y la aproximacion de parametros. Su versatilidad y su capacidad para
mantener una representacion precisa independientemente del tipo de sistema
hacen que SPLra sea una herramienta valiosa en la investigacién y la aplicacion

de modelos de sistemas dinamicos.

5.2. Trabajo Futuro

Como resultado de la presente investigacion, es posible tomar diversas direccio-
nes y oportunidades de investigaciéon, que pueden extender y enriquecer aun més las
técnicas desarrolladas en este trabajo. Una extensién natural y prometedora consiste
en ampliar la clase de modelos considerados, explorando especificamente los Polino-
mios Invariantes en el Tiempo. Esta nueva clase de modelos nos permiten estudiar

comportamientos no lineales y la posibilidad de analizar sistemas mas complejos.

En el campo del control de sistemas puede proporcionar herramientas mas avan-
zadas para el diseno de controladores robustos y adaptativos. Esto es especialmente

relevante en sistemas complejos que requieren un control preciso y confiable.

Una extensién natural de esta investigacion es la exploracién y el desarrollo de
modelos que tengan en cuenta especificamente los errores en las variables. Estos
modelos, conocidos como modelos de EIV ( por sus siglas en inglés), pueden ayudar
a capturar y cuantificar de manera méas precisa la incertidumbre asociada con las

mediciones de entrada y salida en sistemas complejos.

La investigacion futura puede enfocarse en el desarrollo de métodos de estimacion
robusta que sean capaces de lidiar de manera efectiva con la presencia de errores en

las variables.
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